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 1. Introduction
 La vision par ordinateur est une branche de l'intelligence artificielle qui se concentre sur l'extraction
 d'information utile contenue dans une image. Durant les dernières décennies, un grand nombre
 d'algorithmes innovants ont été développés dans ce but. Ces recherches ont permis d'atteindre des
 taux de reconnaissance appréciables sur de nombreuses bases de données de test. Ces méthodes
 extraient une représentation de l'image sous forme de descripteurs. Elles utilisent ensuite
 l'apprentissage automatique (machine learning) pour traiter ces descripteurs et obtenir le résultat
 recherché comme, par exemple, la reconnaissance des objets présents dans l'image ou la
 classification de cette image dans une catégorie déterminée.
 Une des approches développées récemment est similaire à certaines techniques d'analyse de textes,
 où un document est représenté sous forme d'une liste non ordonnée des mots présents dans le
 texte. Cette méthode (bag-of-visual-words) repose sur la représentation d'une image comme un
 ensemble d'éléments visuels locaux (le vocabulaire visuel).
 L'objet de ce travail de fin d'études est de développer une technique permettant d'obtenir un tel
 vocabulaire d'éléments visuels, utilisable pour la catégorisation d'objets. Le travail repose sur
 l'application de méthodes existantes d'extraction de descripteurs d'images et de regroupement de
 données.
 Dans un premier temps, les principes et implémentations des méthodes utilisant un vocabulaire
 visuel ont été étudiés, ensuite un système de classification d'image a été développé sur base des
 meilleures solutions présentées dans la littérature scientifique. La précision du classificateur
 développé dans ce contexte est comparable à la précision des meilleures techniques de classification
 présentées dans l'état de l'art.
 La majorité de ces systèmes de classification travaillent à partir d'une image en niveau de gris. Il est
 pourtant sensé de se demander si l'information contenue dans les couleurs ne permettrait pas de
 gagner en précision. L'apport original de ce travail de fin d’études a donc été de chercher à améliorer
 les performances des méthodes existantes en développant un vocabulaire visuel qui prend en
 compte les niveaux de couleur de l'image. Nous verrons que cette approche fournit des résultats
 supérieurs en termes de précision, mais au détriment de la rapidité d’exécution.
 Ce document aborde tout d'abord de manière générale les thèmes de la vision par ordinateur et de
 ses domaines d'application. Il dresse une synthèse de l'état de l'art dans l'extraction de descripteurs
 locaux et du traitement automatisé de ceux-ci avant de s'intéresser plus en détail à la méthode
 développée au cours de ce travail de fin d'études. Les résultats sont ensuite présentés et discutés. La
 dernière partie est une réflexion sur les aspects de la méthode qui pourraient être améliorés afin
 d'augmenter encore la précision et la rapidité de la méthode développée.
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 2. La vision par ordinateur
 La vision par ordinateur est un champ d'étude diversifié et relativement récent. Aux débuts de
 l'informatique, il était difficile de traiter des bases de données d'images dans un temps raisonnable.
 Ce n'est que depuis la fin des années septante que la vision par ordinateur en tant que sujet d'étude
 précis est apparue. La vision par ordinateur trouve des applications dans de nombreuses disciplines ;
 c’est la raison pour laquelle de nombreuses méthodes ont été développées afin de résoudre une
 variété de problèmes bien définis.
 Les techniques élaborées le sont bien souvent pour répondre à une situation précise et peuvent
 rarement être étendues à un large panel d'applications. Beaucoup de ces méthodes en sont encore
 au stade de la recherche. Pourtant, certaines, toujours plus nombreuses, ont trouvé une place dans
 des systèmes de vision par ordinateur. Elles constituent souvent un élément d'un système plus large
 cherchant à accomplir une tâche complexe (par exemple dans le domaine d'analyse d'images
 médicales ou du contrôle de qualité des processus industriels).
 Figure 1 : Lésions cervicales1
 Une des applications les plus importantes des systèmes de vision par ordinateur se réfère au
 domaine médical. Les systèmes développés sont utilisés pour extraire de l'information d'images
 médicales et aider à établir un diagnostic. Généralement les images sont des photographies prises au
 microscope, des angiographies, des images prises avec des rayons X, des ultrasons ou des images
 tomographiques. Grâce aux systèmes de vision par ordinateur on peut mesurer des organes, repérer
 des tumeurs ou une artériosclérose. Ils permettent aussi la reconstruction d'images du corps en 3
 dimensions.
 Une autre application importante est la vision par ordinateur dans le secteur industriel, où elle aide à
 automatiser les processus et à assurer la qualité du produit fini. Un système peut par exemple
 détecter la position et l'orientation d'objets devant être saisis par un bras robotisé. D'autres
 systèmes inspectent en détail la sortie d'un processus afin de détecter la présence d'un défaut (dans
 le verre, dans une brame d'acier...).
 1 http://www.na-mic.org/Wiki/index.php/DBP2:MIND:Roadmap)
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 Le secteur militaire est aussi un grand consommateur d'applications de vision par ordinateur (guidage
 de missiles, détection des ennemis). Les systèmes militaires modernes utilisent de nombreux
 capteurs, y compris des capteurs d'images, afin de fournir une description détaillée du théâtre des
 opérations et de supporter les décisions stratégiques. Dans ce contexte, le traitement automatique
 des données est effectué afin de synthétiser l'information produite par les différents capteurs et la
 rendre directement exploitable.
 Figure 2: UAV Predator
 Une application plus récente est le guidage d'appareils autonomes, tels que des submersibles, des
 avions, des véhicules routiers, des robots d'exploration... Notons notamment qu’il existe pour les
 voitures des systèmes de détection d'obstacles, d'avertissement de franchissement de ligne blanche
 et de reconnaissance de panneaux routiers2. Les drones aériens (Unmanned Aerial Vehicles) peuvent
 transporter des systèmes capables de repérer des feux de forêts3, la position de forces ennemies et
 s'appuient sur la vision par ordinateur pour atterrir de manière autonome. Les robots d'exploration
 de l’espace dépendent eux aussi de la vision par ordinateur pour accomplir leurs missions, les délais
 de transmission ne permettant pas un guidage aisé par un opérateur humain.
 Le domaine du multimédia est en pleine expansion et s'appuie beaucoup sur les systèmes de
 traitement d'images qui permettent d'organiser l'information afin de faciliter son accès. Des moteurs
 de recherche multimédia permettent de naviguer dans de grandes bases de données d'images ou de
 catégoriser automatiquement les objets présents dans des scènes. Le développement récent
 des «smartphones» et autres téléphones portables munis de caméras a encore donné un élan plus
 important à ce secteur. Il existe par exemple des applications permettant d'acheter au meilleur prix
 un ticket de concert, juste en prenant une photographie de l'affiche de ce concert4. Une autre
 application est la création de guides touristiques tirant parti à la fois de la caméra et du récepteur
 GPS intégré dans certains « smartphones » pour fournir des informations sur les lieux visités5.
 D'autres systèmes permettent à l'homme d'interagir avec la machine, en la commandant à l'aide de
 mouvements du corps, un peu comme dans une désormais célèbre scène du film « Minority
 2 http://www.bmw.com/com/en/newvehicles/7series/sedan/2008/allfacts/ergonomics/speed_limit.html,
 consulté le 4août 3 http://www.aerovision-uav.com/about.php, consulté le 4août
 4 http://www.kooaba.com/, consulté le 4août
 5 http://www.wikitude.org/, consulté le 4 août 2010
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 Report ». Microsoft, avec le projet Natal6, s’intéresse aussi à ces nouvelles méthodes d’interaction. Le
 périphérique de jeu développé pour la XBox 360 devrait apparaitre sur les marchés en novembre
 2010 sous la dénomination « Kinnect ».
 Figure 3 : Projet Natal, Microsoft
 Figure 4 : Reconnaissance de l'iris à l'aéroport de Schiphol, Amsterdam
 Finalement, on peut encore citer quelques-unes des nombreuses applications de la vision par
 ordinateur dans le domaine de la biométrie. Des algorithmes ont été développés de manière
 spécifique afin d'extraire et de comparer de nombreuses caractéristiques du corps humain :
 reconnaissance rétinienne, de l'iris, des empreintes digitales, de la paume de la main, du visage, ou
 même de la démarche.
 La vision par ordinateur est donc un champ d'étude extrêmement riche, diversifié et en pleine
 évolution. Ce travail de fin d'études se concentre lui sur le domaine de l'indexation et de la recherche
 multimédia, plus précisément dans la classification d'images en différentes catégories et la recherche
 d'images par similarité. Pour ce faire, la méthode dite du vocabulaire visuel (bag-of-visual-words) a
 été employée. Le chapitre suivant se penche sur cette méthode et présente l'état de l'art dans le
 domaine de la détection et de l'extraction de signatures caractéristiques de l’image. Le problème de
 l'apprentissage automatique (machine learning) basé sur ces signatures caractéristiques sera aussi
 abordé.
 6 http://www.xbox.com/en-US/community/events/e3/kinect.htm, consulté le 4 août 2010
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 3. Etat de l'art
 3.1. Recherche d'images par le contenu et catégorisation d’images7
 La recherche d'images par le contenu (en anglais : Content Based Image Retrieval ou CBIR), est une
 des applications de la vision par ordinateur permettant de rechercher des images dans de grandes
 bases de données à partir de leurs caractéristiques visuelles. Elle s'oppose à la recherche d'images
 par mots-clés, qui fut historiquement proposée par les moteurs de recherche tels que Google image,
 où les images sont retrouvées en utilisant les metadata (mots-clés, légendes, tags...) qui les
 accompagnent plutôt que le « contenu » de l'image elle-même. Dans ce contexte, le terme
 « contenu » de l’image doit être compris comme l’ensemble des caractéristiques de l’image rendant
 compte de la texture, des couleurs, des formes présentes ou de toute autre information qui peut
 être dérivée de l'image elle-même. Un cas typique d'utilisation est la recherche par l'exemple où l'on
 souhaite retrouver des images visuellement similaires à un exemple donné en requête. Cette
 technique est intéressante car elle ne dépend pas d'humains pour encoder manuellement des mots-
 clés décrivant une image, ce qui est très coûteux en terme de temps et parfois incomplet.
 Le principe général de la recherche d'images par le contenu se déroule en deux temps. Lors d'une
 première phase (indexation), on calcule les signatures des images et on les stocke dans une base de
 données. Lors de la phase de recherche, l'utilisateur soumet une image requête dont on calcule la
 signature selon le même mode que lors de la première phase. Puis, cette signature est comparée à
 l'ensemble des signatures préalablement stockées pour en ramener les images les plus semblables à
 la requête.
 Lors de la phase d'indexation, le calcul de signature consiste en l'extraction de caractéristiques
 visuelles des images telles que la texture, la couleur, les formes, des descripteurs locaux basés sur
 des points d’intérêt de l’image (SURF, SIFT…) ou une combinaison de plusieurs de ces
 caractéristiques. Une fois ces caractéristiques extraites, la comparaison consiste généralement à
 définir diverses distances entre celles-ci, et de définir une mesure de similarité globale entre deux
 images. On peut alors ordonner les images de la base de données suivant leur similarité avec la
 requête et présenter le résultat à l'utilisateur, les images de plus grand score étant considérées
 comme les plus similaires.
 Figure 5 : Recherche d'image par contenu
 7 http://fr.wikipedia.org/wiki/Recherche_d%27image_par_le_contenu, consulté le 12 août 2010
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 Le problème de la classification s’appuie sur les mêmes principes théoriques, mais dans le but
 d’assigner une étiquette (label) à une image, voire plusieurs étiquettes dans le cas de classification
 multi-label. Une application directe de ce problème est la détection de la présence d’un objet
 particulier dans une scène ou l’étiquetage automatique des images d’une base de données.
 Figure 6 : Classification
 Dans le cadre de ce travail, ces deux problèmes sont abordés. Une méthode de recherche d’image
 par l’exemple et une méthode de classification, toutes deux basées sur le modèle du vocabulaire
 visuel (voir section suivante) seront élaborées.
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 3.2. Le vocabulaire visuel
 La méthode du vocabulaire visuel en vision par ordinateur (en anglais bag-of-visual-words)) est issue
 d’une méthode appelée en anglais bag-of-words (BoW) développée en traitement automatique du
 langage naturel (Natural Language Processing). Dans ce dernier contexte, le modèle du BoW fournit
 une représentation d’un document texte qui ne tient pas compte de l’ordre des mots. Par exemple,
 « un bon livre » et « bon livre un » sont identiques dans ce modèle. Cette méthode permet de créer
 un vocabulaire, chaque document étant représenté sous la forme d’un ensemble non ordonné de
 mots du vocabulaire. Les chercheurs en vision par ordinateur ont développé une idée similaire pour
 la représentation d’une image. C'est-à-dire qu’une image peut être traitée comme un document. La
 définition des mots du vocabulaire est un peu plus complexe que dans le cas du langage naturel, elle
 implique différentes étapes : détection des caractéristiques, description de ces caractéristiques et
 création du vocabulaire visuel. Les parties suivantes de cette section synthétisent les différentes
 méthodes développées pour ces trois tâches. Une emphase sera toujours faite sur les méthodes
 desquelles la méthode de classification d’images développée dans le cadre de ce TFE s’est le plus
 inspirée. Dans la suite de ce travail, le mot anglais feature sera utilisé au lieu de caractéristique, ceci
 afin d’assurer une certaine homogénéité avec la littérature scientifique. On parlera donc de feature
 detection et de feature extraction8.
 3.2.1. Feature Detection
 Dans un premier temps, il faut localiser les régions de l’image analysée qui seront transformées en
 mots.
 a) Grille
 Une approche simple est d’extraire les features des morceaux de l’image découpés par une grille
 régulière superposée à l’image. Cette méthode s’est avérée très efficace pour la catégorisation de
 scènes naturelles9. Néanmoins elle ne prend pas en compte la répartition de l’information contenue
 dans l’image.
 b) Détection des points d’intérêts
 Les algorithmes détecteurs de points d’intérêt cherchent à isoler les régions de l’image qui
 présentent des caractéristiques visuelles remarquables, comme les bords, coins et «blobs» (petite
 région uniforme qui se démarque) de l’image. Ces points sont considérés comme remarquables car
 ce sont les régions qui attirent naturellement l’attention de l’être humain. La qualité fondamentale
 de ces détecteurs est de retrouver les mêmes points d’intérêt sur un objet ou dans une scène
 lorsque les conditions de visualisation changent. Par exemple, les points d’intérêt sont invariants à un
 changement d’échelle de l’image, à la rotation, à la perspective ou au changement léger de point de
 vue. Fournir, dans le cadre de cet état de l’art, une approche théorique rigoureuse est impossible, le
 thème de la détection de points d’intérêt étant extrêmement vaste.
 8L. Fei-Fei, R. Fergus, and A. Torralba. "Recognizing and Learning Object Categories, CVPR 2007 short course"
 9L. Fei-Fei and P. Perona . "A Bayesian Hierarchical Model for Learning Natural Scene Categories". Proc. of IEEE
 Computer Vision and Pattern Recognition. pp. 524–531, 2005.
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 Nous nous contenterons donc ici de donner un premier aperçu de la diversité des méthodes
 développées, le lecteur intéressé étant renvoyé aux nombreuses références bibliographiques. Dans la
 suite du texte, le détecteur SURF (voir plus loin) sera étudié plus en détail car il constitue la base du
 détecteur utilisé dans le travail.
 Un des détecteurs les plus utilisés est probablement le détecteur de coins de Harris10 basé sur les
 valeurs propres de la matrice de covariance de la région analysée (plus précisément, sur le tenseur
 de structure).
 Figure 7 : Harris corner Detector
 Néanmoins, le détecteur de coins de Harris n’est pas invariant aux changements d’échelle. C'est-à-
 dire que cette méthode ne garantit pas que le même objet, représenté à deux échelles différentes,
 soit détecté de la même manière. Pour parer à ce désavantage, Lindeberg11 introduit le concept de
 sélection automatique d’échelle, qui permet de détecter des points d’intérêt d’une image, chacun à
 leur échelle caractéristique. Le détecteur de Lindeberg est basé sur la recherche des maxima du
 déterminant de la matrice hessienne. Pour rappel, la matrice hessienne d'une fonction numérique f
 est la matrice carrée, notée H(f), de ses dérivées partielles secondes. Le principe de cette approche
 est que les dérivées d'ordre deux permettent de détecter la courbure des valeurs d'intensité des
 pixels, et donc, au final, les blobs de luminosité de l'image. Afin de détecter ces structures en forme
 de blobs, Lowe recherche lui les maxima du Laplacien12 (qui correspond à la trace de la matrice
 Hessienne). Mikolajczyk et Schmid améliorent cette méthode13 et créent un détecteur robuste
 (Hessian-Laplace) utilisant le determinant de la matrice hessienne pour détecter la région d’intérêt et
 le Laplacien pour choisir l’échelle. Le détecteur de Harris-Laplace14 utilise lui le détecteur de coins de
 Harris pour détecter les points d’intérêt et le Laplacien pour le choix de l’échelle. On peut voir sur la
 figure 8 que le détecteur de Harris-Laplace déclenche sur les coins présents dans l’image alors que le
 détecteur Laplacien déclenche sur les structures de type blobs.
 10
 C. Harris and M. Stephens. A combined corner and edge detector. In Proceedings of the Alvey Vision Conference, pages 147 - 151, 1988 11
 T. Lindeberg. Feature detection with automatic scale selection. IJCV, 30(2):79 - 116, 1998. 12
 D. Lowe, “Distinctive Image Features from Scale-Invariant Keypoints,” IJCV, vol. 2, no. 60, pp. 91-110, 2004. 13
 K. Mikolajczyk and C. Schmid. Indexing based on scale invariant interest points. In ICCV, volume 1, pages 525 - 531, 2001. 14
 K. Mikolajczyk and C. Schmid. Scale and affine invariant interest point detectors. International Journal of Computer Vision, 60(1):63{86, 2004.
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 Figure 8 : Comparaison des régions détectées sur deux photographies15
 D’autres approches ont été envisagées pour fournir des détecteurs invariants d’échelle. Matas et al.
 J. introduisent la détection MSER16 (Maximally Stable Extremal Regions) qui s’appuie sur un
 algorithme de segmentation de type “watershed”. Kadir17 et al. mesurent l’entropie des
 histogrammes d’intensité des pixels pour chercher les maxima locaux.
 15
 Jianguo Zhang, Marcin Marszałek, Svetlana Lazebnik, Cordelia Schmid (2001). "Local Features and Kernels for Classification of Texture and Object Categories: a Comprehensive Study". International Journal of Computer Vision 73 (2): 213–238. 16
 Matas, O. Chum, M. Urban, and T. Pajdla, “Robust Wide Baseline Stereo from Maximally Stable Extremal Regions,” Proc. 13th British Machine Vision Conf., pp. 384-393, 2002. 17
 T. Kadir and M. Brady. Scale, saliency and image description. IJCV, 45(2):83 - 105, 2001.
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 Figure 9 : Sortie de l'algorithme MSER
 Plusieurs études18,19 comparent les performances de différents détecteurs. Dans le cadre de ce
 travail, l’algorithme utilisé, SURF20, est basé sur une estimation de la matrice hessienne afin de
 détecter les blobs. Plus de détails sur cet algorithme seront donnés plus loin dans le texte.
 Figure 10 : Points d'intérêt SURF
 18
 K. Mikolajczyk, T. Tuytelaars, C. Schmid, A. Zisserman, J. Matas, F. Schaffalitzky, T. Kadir, and L. Van Gool, "A Comparison of Affine Region Detectors", IJCV, 65(1/2), pp.43-72, november 2005. 19 K. Mikolajczyk and C. Schmid. Scale and affine invariant interest point detectors. IJCV, 60(1):63 { 86, 2004. 20
 Herbert Bay, Andreas Ess, Tinne Tuytelaars, Luc Van Gool, "SURF: Speeded Up Robust Features", Computer Vision and Image Understanding (CVIU), Vol. 110, No. 3, pp. 346--359, 2008.
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 3.2.2. Feature Extraction
 Une fois les points d’intérêt détectés, il faut extraire les features de ces points d’intérêt. Une grande
 variété de descripteurs ont été développés à cette fin. Les recherches récentes se sont concentrées
 sur la possibilité de rendre la combinaison détecteur-descripteur invariante aux transformations de
 l’image.
 La technique la plus simple pour décrire une région d’une image est le vecteur de pixels. La mesure
 de la cross-correlation permet de calculer un score de similarité entre deux descripteurs. Néanmoins
 ce descripteur de grande dimension rend les calculs de similarité assez lourds. Cette technique est
 donc applicable pour trouver les correspondances entre deux images, mais pas à l’analyse d’une base
 de données d’images. L’application d’une analyse en composantes principales permet
 éventuellement de réduire la dimension des vecteurs21.
 a) Descripteurs basés sur les distributions
 Le principe de ces descripteurs est d’utiliser des histogrammes pour représenter différentes
 caractéristiques d’apparence ou de forme. Une méthode simple est de représenter la distribution
 des intensités des pixels sous la forme d’histogrammes. Une approche plus évoluée22 est la création
 d’histogrammes en deux dimensions, représentant la distance par rapport au centre de la région
 d’intérêt et la valeur du pixel.
 Lowe23 propose un modèle (SIFT, Scale Invariant Feature Transform) qui combine un détecteur de
 points d’intérêt invariant aux changements d’échelle et un descripteur basé sur la distribution des
 gradients calculés sur la région d’intérêt. Comme illustré par la figure 11, SIFT calcule l’amplitude et
 l’orientation du gradient pour une sélection de points des régions d’intérêt (échantillonnage
 dépendant de la taille de la région traitée). Ces amplitudes sont ensuite pondérées par une
 gaussienne (le cercle bleu sur l’image correspond à un contour d’équi-probabilité) qui permet de
 prendre en compte la distance par rapport au centre de la région. Ces gradients sont ensuite
 accumulés dans des histogrammes d’orientation pour chaque sous-région (associée à une bin de
 l’histogramme spatial). On se retrouve donc avec des histogrammes tridimensionnels (deux
 dimensions pour la position et une dimension pour l’orientation). La figure 11 montre une région de
 8x8, découpée en 2x2 sous-régions mais, en pratique, SIFT travaille sur des régions de 16x16 (après
 échantillonnage dépendant de l’échelle) découpées en 4x4 sous-régions. Le résultat est stocké dans
 un vecteur de 128 dimensions, correspondant aux 8 orientations pour chacune des 16 bins de
 position. La quantification de la position et de l’orientation des gradients rend le descripteur robuste
 aux petites déformations géométriques et à l’imprécision de la détection des points d’intérêt.
 21
 Y. Ke and R. Sukthankar, “PCA-SIFT: A More Distinctive Representation for Local Image Descriptors,” Proc. Conf. Computer Vision and Pattern Recognition, pp. 511-517, 2004. 22
 S. Lazebnik, C. Schmid, and J. Ponce, “Sparse Texture Representation Using Affine-Invariant Neighborhoods,” Proc. Conf. Computer Vision and Pattern Recognition, pp. 319-324, 2003. 23
 D. Lowe, “Distinctive Image Features from Scale-Invariant Keypoints,”Int’l J. Computer Vision, vol. 2, no. 60, pp. 91-110, 2004.],
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 Figure 11 : SIFT
 Plusieurs améliorations de ce schéma de base ont été proposées. La variante PCA-SIFT24 applique
 une analyse en composantes principales sur les gradients, ce qui permet de réduire la dimension du
 vecteur de features à 36, et donc d’augmenter la vitesse à laquelle différents vecteurs peuvent être
 comparés. Néanmoins ce vecteur se révèle moins distinctif et l’analyse en composantes principales
 ralentit l’extraction des descripteurs. Une autre variante, appelée GLOH25 (Gradient Location and
 Orientation Histogram) est encore plus distinctive, mais reste toujours lente à calculer, ici aussi à
 cause de l’utilisation de l’analyse en composantes principales. Finalement, SURF26 (Speeded Up
 Robust Features) propose un descripteur qui égale SIFT en termes de répétabilité et de robustesse,
 mais le dépasse en termes de vitesse d’extraction et de comparaison de vecteur de features. SURF se
 base sur le principe des images intégrales27 pour accélérer les calculs et décrit la distribution des
 réponses à une ondelette de Haar dans le voisinage du point d’intérêt. La taille du vecteur de
 features est ramenée à 64 afin d’améliorer la vitesse de comparaison. Ce descripteur sera décrit plus
 en détail dans la suite du texte car il constitue un élément fondamental du projet réalisé lors de ce
 travail de fin d’études.
 b) Descripteurs basés sur l’analyse spatio-fréquentielle
 Plusieurs techniques permettent de décrire le contenu fréquentiel d’une image. La transformée de
 Fourrier décompose l’image en une somme de fonctions de base, mais cette approche est difficile à
 mettre en œuvre car les relations spatiales entre les points ne sont pas explicites et la base de
 fonction est infinie. Il est donc difficile de généraliser cette analyse à des descripteurs locaux. Les
 filtres de Gabor28 et la théorie des ondelettes proposent des solutions à ces problèmes et sont très
 largement utilisés pour l’analyse de textures.
 24
 Y. Ke and R. Sukthankar. PCA-SIFT: A more distinctive representation for local image descriptors. In CVPR (2), pages 506 - 513, 2004 25
 K. Mikolajczyk and C. Schmid. A performance evaluation of local descriptors. PAMI, 27(10):1615-1630, 2005. 26
 H. Bay, T. Tuytelaars,L. Van Gool, "SURF: Speeded Up Robust Features", Proceedings of the ninth European Conference on Computer Vision, May 2006. 27
 P.A. Viola and M.J. Jones. Rapid object detection using aboosted cascade of simple features. In CVPR (1), pages 511 - 518, 2001. 28
 D. Gabor, “Theory of Communication,” J. IEE, vol. 3, no. 93, pp. 429-457, 1946.
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 c) Descripteurs différentiels
 Un ensemble de dérivées de l’image calculées jusqu’à un certain ordre fournissent une
 approximation du voisinage d’un point. Les propriétés des dérivées locales (local jet) ont été étudiées
 par Koenderick et Van Doorn29. Freeman et Adelson30 développent l’idée des “steerable filters” qui
 orientent les dérivées dans la direction du gradient et rendent la méthode invariante aux rotations.
 Une estimation des dérivées est donnée par la convolution avec les dérivées d’une gaussienne.
 Figure 12 : Dérivées de gaussienne, jusqu'à l'ordre 4
 3.2.3. Codebook generation – Construction du vocabulaire visuel
 La dernière étape pour construire notre vocabulaire visuel est de convertir nos vecteurs de features
 représentant les régions d’intérêt en « mots » (par analogies aux mots d’un texte). L’ensemble de ces
 mots constituera le vocabulaire visuel.
 Une approche naïve serait de transformer chaque vecteur de features en un mot. Cette approche est
 cependant impraticable compte tenu du nombre élevé de vecteurs associés à chaque image (100 à
 2000 suivant la taille et la richesse de l’image).
 Il faut donc créer de nouveaux mots qui soient représentatifs des régions similaires. Une approche
 simple est d’effectuer un clustering de type K-means sur l’ensemble des vecteurs d’un corpus
 d’apprentissage31. Les mots du vocabulaire sont alors définis comme étant les centres des clusters. Le
 nombre de clusters détermine le nombre de mots du vocabulaire visuel. Ainsi, un mot est assigné à
 chaque région et une image peut-être représentée par un histogramme des mots visuels contenus
 dans cette image.
 29
 J. Koenderink and A. van Doorn, “Representation of Local Geometry in the Visual System,” Biological Cybernetics, vol. 55, pp. 367-375, 1987. 30
 W. Freeman and E. Adelson, “The Design and Use of Steerable Filters,” IEEE Trans. Pattern Analysis and Machine Intelligence, vol. 13, no. 9, pp. 891-906, Sept. 1991. 31
 G. Csurka, C. Dance, L.X. Fan, J. Willamowski, and C. Bray, "Visual categorization with bags of keypoints". Proc. of ECCV International Workshop on Statistical Learning in Computer Vision, 2005.
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 Figure 13 : Construction du vocabulaire visuel32
 Figure 14 : Histogrammes des mots présents dans une image
 Une approche un peu plus évoluée est d’effectuer un clustering hiérarchique. Par exemple, on peut
 effectuer un premier K-means qui donnera 10 clusters sur l’ensemble des vecteurs, puis partitionner
 chacun de ces clusters en 10 autres clusters et ainsi de suite jusqu’à avoir le nombre de clusters
 recherché. On crée ainsi une structure en forme d’arbre, aussi appelée dendrogramme. C’est cette
 méthode qui a été reprise dans le projet développé au cours de ce travail de fin d’études.
 32
 L. Fei-Fei, R. Fergus, and A. Torralba. "Recognizing and Learning Object Categories, CVPR 2007 short course"
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 3.3. Comparaison des images
 Une image est donc représentée suivant le modèle du vocabulaire visuel, ce vocabulaire ayant été
 construit par clustering des vecteurs de features extraits d’une base de données d’entraînement. Les
 chercheurs utilisent plusieurs méthodes pour exploiter ces données et effectuer des tâches de
 reconnaissance, classification ou mesure de similarité pour CBIR (Content Based Image Recognition).
 Notons bien qu'à ce stade, le travail de comparaison est effectué entre des histogrammes des mots
 du vocabulaire, et non plus entre les features extraits auparavant (ceux-ci ayant été exprimés en
 termes du vocabulaire visuel). Quelques-unes de ces méthodes sont présentées ci-après.
 3.3.1. Naïve Bayes classifier
 Il s’agit d’un classificateur assez simple, basé sur l’application du théorème de Bayes, avec des
 hypothèses d’indépendance forte (d’où le terme « naïve»). En effet, le classificateur de Bayes assume
 que la présence (ou l’absence) d’un feature particulier d’une classe est indépendante de la présence
 (ou de l’absence) de tout autre feature. L’idée de base de ce modèle est que chaque catégorie a sa
 propre distribution dans le vocabulaire visuel et que ces distributions sont différentes suivant l’objet
 représenté. Par exemple, de manière très schématique, la catégorie « visage » mettra en évidence
 les mots bouche, oreille et nez alors que la catégorie « voiture » mettra fenêtre et roue en avant.
 Après entraînement sur une base d’images, le classificateur apprend les différentes distributions
 pour chaque catégorie.
 3.3.2. Support Vector Machines33,34,35
 Les SVM sont des classificateurs qui reposent sur deux idées-clés, qui permettent de traiter des
 problèmes de discrimination non-linéaire. La première idée-clé est la notion de marge maximale. La
 marge est la distance entre la frontière de séparation et les échantillons les plus proches. Ces
 derniers sont appelés vecteurs supports. Dans les SVM, la frontière de séparation est choisie comme
 celle qui maximise la marge. Le problème est de trouver cette frontière séparatrice optimale, à partir
 d'un ensemble d'apprentissage. Afin de pouvoir traiter des cas où les données ne sont pas
 linéairement séparables, la deuxième idée-clé des SVM est de transformer l'espace de
 représentation des données d'entrée en un espace de plus grande dimension (possiblement de
 dimension infinie), dans lequel il est probable qu'il existe un séparateur linéaire. Ceci est réalisé grâce
 à une fonction noyau, qui doit respecter certaines conditions, et qui a l'avantage de ne pas nécessiter
 la connaissance explicite de la transformation à appliquer pour le changement d'espace. Les
 fonctions noyau permettent de transformer un produit scalaire dans un espace de grande dimension,
 ce qui est coûteux, en une simple évaluation ponctuelle d'une fonction. Cette technique est connue
 sous le nom de kernel trick.
 33
 Richard O. Duda, Peter E. Hart, Pattern classification and Scene Analysis. Wiley, 1973. 34
 Bernhard E. Boser, Isabelle M. Guyon, Vladimir N. Vapnik, A Training Algorithm for Optimal Margin Classifiers, In Fifth Annual Workshop on Computational Learning Theory, pages 144--152, Pittsburgh, ACM. 1992 35
 http://fr.wikipedia.org/wiki/Machine_%C3%A0_vecteurs_de_support#cite_note-7, consulté le 5 août 2010
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 3.3.3. Pyramid Match Kernel36
 Le pyramid match kernel fait correspondre à un histogramme multi-résolution les mots du
 vocabulaire visuel associés à une image. Il crée un histogramme multi-résolution en rassemblant les
 vecteurs de features dans des bins de plus en plus grandes. Des points qui ne correspondent pas à
 une haute résolution ont une chance de correspondre à un niveau de résolution moins élevé. Cette
 approche permet de comparer efficacement des images, même si elles n’ont pas le même nombre
 de points d’intérêt. Le pyramid match kernel permet d’accélérer le processus de « matching », tout
 en conservant des résultats très précis. Dans le projet développé dans le cadre de ce TFE, une version
 améliorée37 pyramid match kernel est utilisée avec un classificateur SVM, ce qui est rendu possible
 par le respect des conditions d’utilisation des SVM pour un kernel (condition de Mercer). Ceci sera
 détaillé plus loin dans le texte.
 3.3.4. Spatial Pyramid Matching
 En théorie, les éléments du vocabulaire visuel ne sont pas ordonnés, on parle d’ailleurs d’ « orderless
 bag-of-features image representation ». Néanmoins, une méthode de représentation du vocabulaire
 visuel sous la forme de pyramide spatiale a aussi été développée38. Cette technique fonctionne en
 divisant l’image en sous-régions de plus en plus petites, puis en calculant des histogrammes des
 features locaux appartenant à chaque région. La pyramide spatiale résultante est une extension du
 modèle du vocabulaire visuel, qui a déjà fait la preuve de son efficacité sur une base de données
 d’images représentant des paysages37.
 36
 K. Grauman and T. Darrell, "The Pyramid Match Kernel: Discriminative Classification with Sets of Image Features". Proc. of IEEE International Conference on Computer Vision, 2005 37
 Approximate Correspondences in High Dimensions, Kristen Grauman and Trevor Darrell, Computer Science and Artificial Intelligence Laboratory Technical Report MIT-CSAIL-TR-2006-045 June 15, 2006 38
 Beyond Bags of Features: Spatial Pyramid Matching for Recognizing Natural Scene Categories, Lazebnik, Schmid, Ponce, 2006.
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 4. Méthode de représentation d’images sous la forme d’un
 vocabulaire visuel
 Le travail réalisé au cours de ce TFE peut être décomposé en deux parties principales :
 Dans un premier temps, un système permettant la classification et la recherche d’image par
 le contenu (recherche d'images similaires à une requête) a été développé. Ce système
 s’appuie sur la construction d’un vocabulaire visuel, à l’aide d’un détecteur de point d’intérêt
 SURF et descripteur SURF. Pour accélérer les phases de comparaison le «pyramid match
 kernel» est employé afin de construire des histogrammes multi-résolutions représentatifs de
 l’image analysée. Le classificateur utilise un modèle de SVM et le système de CBIR, plus
 basique, utilise une mesure de distance basée sur l’intersection des histogrammes multi-
 résolutions pour estimer leur similarité et trouver les images les plus proches de la requête.
 Les vecteurs de features utilisés par SURF ne prennent pas en compte l’information de
 couleur contenue dans l’image. Ils travaillent sur une image en niveau de gris. L’idée de ce
 travail a donc été de modifier les vecteurs de features SURF afin qu’ils prennent en compte la
 couleur. Cette extension repose sur l’insertion dans le vecteur de features de nouveaux
 éléments choisis comme étant les paramètres d’un modèle de « Gaussian Mixture Model »
 (GMM) décrivant la distribution de couleurs de la région d’intérêt dans l’espace RGB.
 Dans la suite de ce rapport, les schémas blocs des programmes créés sont présentés, puis le
 fonctionnement de chacun de ces blocs est abordé, d’abord d’un point de vue de la théorie, puis du
 point de vue de l’implémentation. Le projet a été réalisé en langage C++, à l’aide de l’environnement
 de développement intégré open source Code::Blocks39. Tous les codes sources et scripts nécessaires
 à la reproduction des expériences réalisées sont disponibles dans une archive créée sur le cd déposé
 à la bibliothèque de la FPMs.
 Les résultats de ces programmes sont ensuite présentés et discutés.
 39
 http://www.codeblocks.org/
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 4.1. Système de CBIR basé sur des descripteurs SURF
 Le schéma bloc de la figure 15 décrit la structure globale du système de CBIR qui a été développé en
 se basant sur l’état de l’art. On peut directement voir que la recherche d’images par l’exemple
 (image requête) s’articule en deux temps. Dans un premier temps, le vocabulaire visuel est créé et
 les images de la base de données sont représentées en utilisant ce vocabulaire. Cette étape est
 réalisée une seule fois pour la base de données. Dans un second temps, lorsqu’une recherche est
 effectuée, l’image requête est représentée à l’aide du vocabulaire visuel créé à partir de la base de
 données, puis cette représentation est comparée à chaque représentation des images de la base de
 données afin de retrouver les images les plus similaires.
 Figure 15 : CBIR -SURF
 1. Indexation
 2. Recherche
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 4.1.1. Phase d’indexation
 Le but de la phase d’indexation est de créer un vocabulaire visuel adapté aux images de la base de
 données, puis de représenter chacune de ces images avec le vocabulaire créé.
 4.1.1.1. Détecteur de points d’intérêt SURF
 Aspect théorique
 Le détecteur de points d’intérêt utilisé est celui qui est décrit dans l’article « SURF: Speeded Up
 Robust Features »40. Le but de ce travail n’est pas de ré-établir de manière rigoureuse toute la théorie
 derrière ce détecteur, que le lecteur retrouvera dans le papier de Bay et al. Il est toutefois important
 de poser les bases théoriques des principes de fonctionnement du détecteur afin de pouvoir
 interpréter les résultats obtenus.
 L’approche proposée par SURF utilise une approximation de la matrice hessienne afin de détecter les
 structures de types « blobs». Elle utilise des images intégrales afin de diminuer fortement les temps
 de calculs car elles permettent le calcul rapide des convolutions avec les approximations de types
 « box-filters ».
 Image intégrale
 La valeur d’une image intégrale en un point donné représente la somme de tous les pixels de l’image
 d’origine situés dans le rectangle formé par l’origine et le point considéré :
 Une fois que l’image intégrale a été calculée, il suffit de trois additions pour calculer la somme des
 intensités des pixels de n’importe quelle région rectangulaire de l’image d’origine, quelle que soit sa
 taille.
 Figure 16 : Principe de l'image intégrale
 40
 H. Bay, A. Ess, T. Tuytelaars, L. Van Gool, "SURF: Speeded Up Robust Features", Computer Vision and Image Understanding (CVIU), Vol. 110, No. 3, pp. 346--359, 2008
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 Détecteur basé sur la matrice hessienne
 Le détecteur localise les blobs là où le déterminant de la matrice hessienne atteint un maximum.
 Pour rappel, la matrice hessienne (ou simplement la hessienne) d'une fonction numérique f est la
 matrice carrée, notée H(f), de ses dérivées partielles secondes.
 ( )
 [
 ]
 Dans le contexte du détecteur de point, la matrice hessienne en un point x = ( x, y ) et à l’échelle σ
 est définie comme suit :
 ( ) [ ( ) ( )
 ( ) ( )]
 Avec ( ) qui est le résultat de la convolution de la dérivée seconde de la gaussienne
 ( ) avec l’image au point x.
 En pratique, la gaussienne doit être finie et discrétisée. Pour pouvoir tirer parti des images intégrales,
 Bays et al. construisent une approximation de type «box» des dérivées secondes de la gaussienne.
 Grâce aux images intégrales, le temps de calcul est indépendant de la taille du filtre. Sur l’image
 suivante, on peut voir les dérivées partielles de la gaussienne. D’abord finies et discrétisées (les deux
 images de gauche) et puis approximées par un box filter suivant les directions y et xy. Les zones grises
 sont égales à zéro.
 Figure 17 : dérivées partielles secondes
 L’approximation du déterminant de la matrice hessienne calculée en un point x de l’image est
 stockée dans une «blob response map», puis les maxima locaux sont recherchés, afin de trouver des
 blobs.
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 Il est intéressant de pouvoir retrouver des points d’intérêt à différentes échelles afin de rendre le
 détecteur invariant aux changements d’échelle (le même objet peut être représenté en tailles
 différentes sur deux images). Cet aspect est souvent pris en compte en créant une pyramide
 d’images. Les images sont répétitivement filtrées avec une gaussienne puis sous-échantillonnées
 afin d’obtenir une image de plus petite taille. Chaque niveau de la pyramide représente une échelle
 différente. SURF peut procéder différemment grâce aux box filters et aux images intégrales. Au lieu
 d’appliquer successivement le même filtre à la sortie d’une image filtrée et sous-échantillonnée, on
 peut utiliser des box filters de diverses tailles directement sur l’image d’origine. Les « blob response
 maps » à différentes échelles sont donc construites en agrandissant le filtre plutôt qu’en réduisant
 itérativement la taille de l’image. Ceci permet d’une part de réduire le temps de calcul et d’autre part
 d’éviter l’aliasing dû au sous-échantillonnage de l’image. L’image de gauche de la figure 18
 représente la méthode classique avec sous-échantillonnage et filtre de taille constante. Sur l’image
 de droite les filtres sont de tailles variables.
 Figure 18 : Détection multi-échelles
 Les filtres représentés sur la figure 17 ont une taille de 9x9. La taille des filtres est progressivement
 augmentée. Typiquement, on utilisera les filtres 9x9, 15x15, 21x21, 27x27, 39x39, 51x51, 75x75 et
 99x99. On pourrait utiliser des filtres encore plus grands mais, en pratique, le nombre de points
 détectés décroit rapidement avec la taille du filtre.
 Figure 19 : Passage du filtre 9x9 au filtre 15x15
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 En recherchant les maxima de la «blob response map» aux différentes échelles, on peut maintenant
 extraire la position et la taille des blobs dans l’image. Un exemple des points d’intérêt détectés est
 montré sur la figure 20.
 Figure 20 : Points d'intérêt détectés – cité FPMs
 Détails sur l’implémentation
 Une implémentation de SURF écrite par ses inventeurs est disponible librement sur le site de l’Ecole
 Polytechnique de Zurich41. On retrouve aussi ce descripteur implémenté dans la librairie OpenCV42.
 La librairie LIBPMK43, qui sera utilisée pour créer les histogrammes multi-résolutions (voir plus loin
 dans le texte), inclut également l’implémentation originale de Bay et al.. Les tests préliminaires de
 l’efficacité de SURF ont été réalisés à l’aide d’OpenCV. Toutefois, par après, la version de SURF
 implémentée dans LIBPMK a été utilisée par cohérence avec le reste du projet.
 4.1.1.2. Extraction des vecteurs de features SURF
 Aspect théorique
 Orientation de la région d’intérêt
 Pour rendre le descripteur invariant à la rotation, il faut identifier de manière reproductible une
 direction principale dans la zone du point d’intérêt. Pour cela, on calcule la réponse à des ondelettes
 41
 http://www.vision.ee.ethz.ch/~surf/download_ac.html 42
 http://opencv.willowgarage.com/documentation/cpp/feature_detection.html 43
 LIBPMK: A Pyramid Match Toolkit, John J. Lee, MIT-CSAIL-TR-2008-17, 2008
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 de Haar suivant les directions x et y dans le voisinage du point d’intérêt. Les ondelettes de Haar étant
 en fait des box filters (voir figure 21), on peut de nouveau utiliser les images intégrales pour accélérer
 le calcul.
 Figure 21 : Ondelettes de Haar suivant les directions x et y (zone noire: -1, zone blanche: +1)
 Une fois les réponses calculées, elles sont pondérées par une fenêtre gaussienne centrée sur le point
 d’intérêt et représentées comme un point dans un espace dont l’abscisse représente la valeur de la
 réponse horizontale (axe x) et l’ordonnée représente la valeur de la réponse verticale (axe y). Une
 région qui répondrait mieux aux ondelettes orientées suivant la direction verticale verrait donc la
 majorité des réponses concentrées le long de l’axe y. Ensuite on calcule la somme de toutes les
 réponses situées dans une fenêtre de taille π/3 tournant autour du centre de la région d’intérêt (voir
 figure 22), ce qui permet de définir la norme du vecteur d’orientation local. La direction du plus long
 vecteur définit l’orientation principale de la région d’intérêt.
 Figure 22 : Détection de l'orientation principale
 Construction d’un descripteur basé sur la somme des réponses à une ondelette de Haar
 La première étape pour extraire le descripteur est de construire une région rectangulaire centrée
 autour du point d’intérêt et orientée suivant la direction principale sélectionnée au point précédent.
 La taille de cette fenêtre est déterminée par l’échelle à laquelle le point d’intérêt a été trouvé. Un
 exemple de ces fenêtres est donné à la figure 23.
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 Figure 23 Fenêtre de calcul du descripteur
 Ces régions sont ensuite découpées en 16 sous-régions (voir figure 24). Dans chacune de ces sous-
 régions, les réponses à une ondelette de Haar sont calculées sur des échantillons régulièrement
 espacés. La réponse suivant la direction horizontale de la sous-région sélectionnée est notée dx, et dy
 suivant la direction verticale. Notons que les directions verticale et horizontale sont définies par
 rapport à l’orientation de la zone d’intérêt. Pour augmenter la robustesse par rapport à une erreur
 de localisation du point d’intérêt, les réponses dx et dy sont pondérées par une fenêtre gaussienne
 (cercle bleu sur la figure 24).
 Figure 24 : Calcul des éléments du descripteur
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 Ensuite, les réponses pondérées sont sommées sur chaque sous-région et forment les 2 premières
 entrées du vecteur de features (Σdx et Σdy). Pour acheter une information supplémentaire à propos
 des changements d’intensité, les sommes des valeurs absolues des réponses est aussi extraite (Σldxl
 et Σldyl) et constituent les deux entrées suivantes du vecteur de features. En examinant la figure 25,
 on voit mieux l’intérêt d’une telle description. En effet, dans les deux premiers cas, Σdx est très faible,
 alors que les motifs sont très différents, Σldxl permet de rendre compte de cette différence. Pour bien
 comprendre, il faut imaginer que l’on fait glisser l’ondelette de Haar (représentée à la figure 21) le
 long de la direction horizontale. Dans le premier cas (zone uniforme) la réponse sera toujours égale à
 zéro puisque la zone négative de l’ondelette sera exactement compensée par la zone positive. Nous
 aurons donc bien Σdx et Σldxl égaux à zéro. Dans le second cas par contre, on aura deux types de
 réponses : soit très positive (transition du noir vers le blanc) ou très négative (transition du blanc vers
 le noir). Ces contributions se compensent, de sorte que Σdx est bien proche de zéro, mais ici Σldxl
 prend une grande valeur. Dans le troisième cas, on a toujours une réponse positive (transition du
 noir vers le blanc) mais assez petite. On retrouve donc bien Σdx et Σldxl égaux et assez importants.
 Figure 25 : Différents composants du vecteur de features
 Chaque sous-région est donc décrite par un vecteur de 4 éléments (Σdx , Σdy , Σldxl, Σldyl). Comme il y
 a 16 sous-régions, on retrouve un vecteur de 64 dimensions, qui constitue la signature de la région
 d’intérêt.
 Détails sur l’implémentation
 Ici aussi on se reposera sur les implémentations existantes de SURF. Tout au long du projet, les
 structures de données définies dans la librairie LIBPMK seront utilisées. Celles-ci s’articulent autour
 de la classe Point qui correspond à un vecteur de features associé à une région d’intérêt, ces classes
 Point sont organisées en PointSet correspondant à une image entière, puis ces PointSets sont
 regroupés en un fichier PointSetList qui regroupe les signatures de toutes les images d’une base de
 données d’images.
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 4.1.1.3. Clustering hiérarchique des vecteurs de features
 Aspect théorique
 Le clustering va permettre de définir la structure du vocabulaire visuel qui sera utilisé pour
 représenter chaque image de la base de données. Un simple algorithme de K-means serait
 envisageable pour construire un vocabulaire visuel, mais le but est d’utiliser par après l’algorithme
 de comparaison d’images «Pyramid Match Kernel (PMK)44» dans sa version45 adaptée au vocabulaire
 visuel.
 L’idée de la méthode PMK est de construire une représentation de l’image sous forme d’un
 histogramme multi-résolutions qui permettra des mesures de similarité aisées (voir plus loin les
 détails théoriques sur le PMK). Il s’agit donc d’effectuer un clustering hiérarchique qui regroupe les
 vecteurs de features et crée une structure de vocabulaire visuel à plusieurs niveaux. Chaque niveau
 correspondra à un niveau de résolution de l’histogramme multi-résolutions (appelé pyramide par
 Grauman et Darrell).
 Le clustering hiérarchique (basé sur une mesure de distance euclidienne) prend comme paramètres
 le nombre de niveaux de l’arbre L (qui correspondra au nombre de niveaux de la pyramide), et le
 facteur de division de chaque branche k.
 Le corpus initial de vecteurs est d’abord partitionné en k groupes suivant un partitionnement de
 Voronoi des vecteurs de features constituant le corpus d’apprentissage. La figure 26 illustre le
 principe de base de l’algorithme K-means. On choisit d’abord k moyennes (ici, k=3) au hasard dans
 l’ensemble des clusters. Des partitions sont ensuite créées, en associant chaque échantillon à la
 moyenne la plus proche. Le centroïde de chacun des clusters est alors assimilé à la nouvelle
 moyenne, et le processus est répété jusqu’à la convergence. On obtient ainsi le partitionnement de
 Voronoi de l’espace des features.
 Figure 26 : Principe du K-means
 Cet algorithme sera appliqué L-1 fois aux vecteurs de manière itérative afin de décomposer l’espace
 des features en partitions toujours plus petites.
 44
 K. Grauman and T. Darrell. The Pyramid Match Kernel: Discriminative Classification with Sets of Image Features. In Proc. IEEE Int. Conf. on Computer Vision, Beijing, China, Oct 2005. 45
 K. Grauman and T. Darrell. Approximate Correspondences in High Dimensions. In Proceedings of Advances in Neural Information Processing Systems 19 (NIPS), 2007.
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 La figure 27 donne un exemple simplifié à 2 dimensions de ces partitions, d’abord au premier niveau
 de résolution (à gauche), puis au deuxième niveau de résolution (à droite) pour k=3. On obtient donc
 au final un arbre de L niveaux, avec un nombre de partitions ki au niveau i, i étant compté à partir de
 la racine (i = 0) jusqu’aux feuilles (i = L-1). Les partitions sont de tailles et de formes irrégulières et
 déterminent la structure de notre vocabulaire. Cette décomposition est appelée «vocabulary-guided
 pyramid». On peut voir deux niveaux de la décomposition en pyramide sur la figure 27, le premier
 niveau (faible résolution) est défini par les lignes continues, puis chacune de ces partitions se
 subdivise en trois autres partitions de résolution plus élevée. Un point déterminé appartient donc à
 une partition déterminée à chaque niveau de la pyramide.
 Figure 27 : Partitionnement de l'espace des features (exemple 2D avec k=3)
 Suivant la taille et la variété de la base de données d’images utilisée, les paramètres L et k doivent
 être adaptés. Rappelons que le centre d’un cluster correspond à un mot du vocabulaire. Ce dernier
 sera ensuite utilisé pour donner une représentation de chaque image avec un ensemble de mots.
 Chaque vecteur de features d’une image sera donc approximé par un mot du vocabulaire. Les
 paramètres L et k déterminent donc bien la taille de ce vocabulaire. Il faut trouver un compromis
 entre la taille du vocabulaire et la rapidité de calcul. Si on augmente le nombre de clusters, on
 augmente le nombre de mots du vocabulaire, ce qui permet de représenter l’image de manière plus
 fidèle, mais le clustering et la phase de comparaison sont plus longs. A l’extrême, on pourrait se
 retrouver avec un vocabulaire visuel comportant le même nombre de mots qu’il y a de vecteurs de
 features dans le corpus d’apprentissage, ce qui bien évidemment réduit à néant l’intérêt du
 vocabulaire visuel. Un clustering lent n’est pas réellement un gros problème car la construction du
 vocabulaire visuel ne se fait qu’une seule fois pour une base de données d’images. Par contre, il est
 important de garder un vocabulaire mesuré pour permettre des comparaisons rapides, effectuées
 pour chaque nouvelle requête.
 Détails sur l’implémentation
 L’algorithme de clustering hiérarchique utilisé est inclus dans la librairie de fonctions de LIBPMK. Les
 paramètres L et k sont choisis pour maximiser la rapidité tout en gardant la meilleure précision
 possible. Après expérimentation, on se rend compte que la précision (voir la section sur les résultats)
 commence par augmenter avec le nombre de mots du vocabulaire, puis qu’un seuil est finalement
 atteint et que la précision n’augmente plus. Lors de nos expériences, ce seuil est atteint pour L=5 et
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 k=10, c'est-à-dire un vocabulaire visuel de 100 000 mots, résultat qui correspond bien aux valeurs
 utilisées par Grauman et Darrell46. Ce vocabulaire visuel est alors sauvegardé. Il servira par la suite à
 représenter toute nouvelle image requête fournie au système de CBIR.
 4.1.1.4. Représentation des images avec le vocabulaire créé - Pyramid match
 kernel
 Aspect théorique
 Une fois le vocabulaire visuel créé, il est simple d’assimiler chaque vecteur de features au mot
 associé avec le cluster auquel il appartient. Comme cela a été expliqué dans l’état de l’art, l’image est
 classiquement représentée par un histogramme représentant la distribution des différents mots du
 vocabulaire visuel. Dans ce cas-ci, il faut se rappeler que l’on travaille avec des histogrammes multi-
 résolutions (pyramides) pour pouvoir effectuer des mesures de similarités avec le pyramid match
 kernel.
 Figure 28 : Représentation en histogramme du vocabulaire visuel47
 Détails sur l’implémentation
 Ici aussi, la librairie LIBPMK est utilisée. Une fonction permet d’associer chaque vecteur de features
 avec le centroïde le plus proche (au sens de la distance euclidienne). Nous avons maintenant à notre
 disposition un ensemble d’histogrammes multi-résolutions, caractéristiques de chacune des images
 de la base de données. Ce set d’histogrammes est sauvegardé afin de pouvoir les comparer aux
 images requête par la suite. Le travail d’intersection est maintenant accompli. On conserve juste le
 vocabulaire visuel créé ainsi que le set de pyramides correspondant aux différentes images de la base
 de données. 46
 K. Grauman and T. Darrell. Approximate Correspondences in High Dimensions. In Proceedings of Advances in Neural Information Processing Systems 19 (NIPS), 2007. 47
 L. Fei-Fei, R. Fergus, and A. Torralba. "Recognizing and Learning Object Categories, CVPR 2007 short course"
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 4.1.2. Phase de recherche
 On cherche à construire un système de CBIR où l’utilisateur fournira une image requête et
 recherchera des images similaires. Il faut noter que la similarité est une notion quelque peu
 subjective. On peut parler de similarité au niveau des couleurs, des formes, des textures… Dans ce
 cas-ci, rappelons que la similarité est basée sur la présence de descripteurs locaux similaires dans
 deux images différentes.
 4.1.2.1. Construction des histogrammes multi-résolutions
 L’image requête va suivre un pipeline semblable aux images de la base de données, afin de créer sa
 représentation sous la forme d’une pyramide. Tout d’abord les régions d’intérêt sont détectées et les
 descripteurs extraits à l’aide de l’algorithme SURF. On utilise ensuite le Pyramid Match Toolkit afin de
 construire une représentation sous forme d’histogramme multi-résolutions de l’image requête avec
 le vocabulaire visuel issu de la phase d’indexation (c'est-à-dire le vocabulaire visuel basé sur le corpus
 d’entraînement). Une fois cette pyramide créée, on peut passer à la phase de comparaison avec les
 pyramides représentant les images de la base de données. C’est à ce niveau que l’intérêt du Pyramid
 Match Kernel va apparaître. Il permet en effet un calcul très rapide de la similarité entre deux
 images, même si celles-ci ne possèdent pas le même nombre de vecteurs de features (ce qui est
 généralement le cas puisque le nombre de vecteurs dépend des points d’intérêt détectés).
 4.1.2.2. Calcul de l’intersection des histogrammes (Pyramid Matching)
 Aspect théorique
 Nos images sont donc représentées par un ensemble de mots issus du vocabulaire. Il faut maintenant
 trouver une mesure permettant de calculer la similarité de ces sets de features de manière efficace.
 Le pyramid match kernel fournit une méthode permettant de calculer cette similarité comme la
 mesure de l’intersection d’histogrammes multi-résolutions. Une approche intuitive de cette mesure
 sera faite dans le cadre de ce rapport. Pour des détails théoriques plus rigoureux, le lecteur est
 renvoyé aux deux articles de Grauman et Darrell.
 La mesure d'intersection entre histogrammes est une mesure classique de distance entre deux
 distributions de probabilités. La technique du pyramid matching est basée sur ce principe. Elle trouve
 une correspondance entre deux points, à un certain niveau de résolution, lorsque les deux points
 tombent dans la même partition de Voronoi à ce niveau de résolution. Dans l’exemple donné à la
 figure 29, deux set de features 1-D (bleus-y et rouge-z) sont représentés (a). Les lignes en pointillés
 correspondent aux frontières des partitions de l’espace 1-D. En (b) sont représentés les
 histogrammes des features à 3 niveaux de résolution successifs. En (c) sont représentées les
 intersections entre les histogrammes aux différents niveaux.
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 Figure 29 : Mesure de l'intersection des histogrammes48
 Le calcul de l’intersection I est très simple. Pour chaque niveau de résolution i, on a :
 I = min (Hi(y), Hi(z))
 Le nombre de nouvelles intersections obtenues à un niveau de résolution i est calculé par :
 Ni = I(Hi(y), Hi(z)) - I(Hi-1(y), Hi-1(z))
 Finalement, la mesure de similarité entre deux pyramides Ψ(y) et Ψ(z) est estimée:
 Les facteurs wi permettent de pondérer la mesure des nouvelles intersections. Ces poids sont
 inversement proportionnels à la taille de la zone de Voronoi dans laquelle l’intersection a été
 trouvée. Ainsi, une intersection trouvée à un niveau de résolution élevé (features très proches) prend
 plus de poids qu’une intersection trouvée à un bas niveau de résolution. Cette mesure de similarité
 sera utilisée pour comparer différentes images. Il est démontré dans l’article de Graumann et Darrell
 que cette mesure satisfait les conditions de Mercer pour être utilisée comme kernel d’une méthode
 de SVM (qui sera d’ailleurs utilisée pour nos expériences sur la classification). Dans le cadre du
 système de recherche d’images par l’exemple (CBIR) décrit dans cette section, une approche plus
 simple est employée (naive nearest-neighbor retrieval). Cette recherche permet de retrouver les
 images les plus similaires à la requête.
 48 K. Grauman and T. Darrell. The Pyramid Match Kernel: Discriminative Classification with Sets of Image
 Features. In Proc. IEEE Int. Conf. on Computer Vision, Beijing, China, Oct 2005.
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 Détails sur l’implémentation
 Une fonction donnant la mesure de similarité entre deux pyramides implémentées dans le Pyramid
 Match Toolkit (LIBPMK) est utilisée pour donner la mesure de similarité entre l’image requête et
 chacune des images de la base de données. Au fur et à mesure que ces mesures sont effectuées, on
 garde en mémoire les 3 scores les plus élevés, ceux-ci correspondent aux images de la base de
 données qui sont les plus similaires avec l’image requête (au sens de la correspondance des
 descripteurs locaux). Les résultats de cette implémentation seront présentés dans la section
 décrivant les résultats du travail.
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 4.2. Système de Classification basé sur des descripteurs SURF
 Une méthode de classification basée sur l’état de l’art a aussi été mise au point. La figure 30 de la
 page 36 représente de manière schématique le principe de cette méthode de classification. Le
 lecteur remarquera que le principe du système de classification est fort semblable au système
 développé pour le Content Based Image Retrieval (CBIR). On va également construire une
 représentation des images du corpus d’entraînement sous forme de pyramide à l’aide des détecteurs
 et descripteurs SURF et du Pyramid Match Toolkit. L’image à classifier sera elle aussi représentée
 sous la forme d’un histogramme multi-résolutions, en se basant sur le vocabulaire créé lors de la
 phase d’indexation.
 C’est seulement à ce niveau qu’apparaissent les différences par rapport au système de CBIR. Le
 système de classification aurait également pu utiliser une recherche naïve de type nearest-neigbor,
 en classifiant l’image comme appartenant à la classe de l’image la plus proche. Cependant, dans le
 but d’atteindre une précision comparable à l’état de l’art, un modèle de classificateur plus évolué
 basé sur les Support Vector Machines est employé.
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 Figure 30 : Classification – SURF
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 4.2.2. Classification à l’aide de SVM
 L’objet de ce rapport n’est pas de détailler le principe des SVM, le lecteur se référera pour cela à
 l’excellent tutorial49 de Tristan Fletcher et à l’article en français de l’encyclopédie en ligne
 Wikipedia50. Rappelons simplement que le principe des SVM est de trouver la frontière de séparation
 entre différentes classes. La frontière choisie étant celle qui maximise la marge. La marge est la
 distance entre la frontière de séparation et les échantillons les plus proches. Ces derniers sont
 appelés vecteurs supports. Par exemple, sur la figure 31, on voit que la frontière verte ne sépare pas
 les classes ; la bleue sépare les classes, mais elle ne maximise pas la marge ; la rouge maximise la
 marge et sépare les classes.
 Figure 31 : Notion de marge maximale
 Le problème est de trouver cette frontière séparatrice optimale, à partir d'un ensemble
 d'apprentissage. Ceci est fait en formulant le problème comme un problème d'optimisation
 quadratique, pour lequel il existe des algorithmes connus (par exemple avec les multiplicateurs de
 Lagrange).
 Afin de pouvoir traiter des cas où les données ne sont pas linéairement séparables, la deuxième idée-
 clé des SVM est de transformer l'espace de représentation des données d'entrées en un espace de
 plus grande dimension dans lequel il est probable qu'il existe une frontière linéaire. Ceci est réalisé
 grâce à une fonction noyau (kernel), qui doit respecter certaines conditions (conditions de Mercer51).
 La figure 32 donne un exemple de ce mapping dans un autre espace, réalisé par un kernel classique,
 le kernel RBF (Radial Basis Function).
 49
 “SVM Explained”, Tristan Fletcher, University College London, March 2009 50
 http://fr.wikipedia.org/wiki/Machine_%C3%A0_vecteurs_de_support, consulté le 16 août 2010 51
 http://fr.wikipedia.org/wiki/Th%C3%A9or%C3%A8me_de_Mercer, consulté le 16 août 2010
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 Figure 32 : Mapping avec un kernel RBF52
 Or il est démontré dans l’article53 que le pyramid match kernel satisfait bien ces conditions. On peut
 donc utiliser celui-ci pour spécifier la matrice des valeurs du kernel pour chacune des paires du
 corpus d’entraînement. Comme nous sommes dans un cas multi-classes, la méthode one-versus-all
 est employée. C'est-à-dire qu’on construit M classifieurs binaires en attribuant le label 1 aux
 échantillons de l'une des classes et le label -1 à toutes les autres. En phase de test, le classifieur
 donnant la valeur de confiance (la marge) la plus élevée remporte le vote.
 L’implémentation SVM du classificateur utilisé dans ce projet est basée sur la librairie LIBSVM.54,55
 52
 Tristan Fletcher : SVM Explained , University College London, March 2009 53
 K. Grauman and T. Darrell. The Pyramid Match Kernel: Discriminative Classification with Sets of Image Features. In Proc. IEEE Int. Conf. on Computer Vision, Beijing, China, Oct 2005. 54 C. Chang and C. Lin. LIBSVM: a library for SVMs, National Taiwan University, Taipei2001. 55
 C.Hsu, C. Chang, and C. Lin: A Practical Guide to Support Vector Classication, National Taiwan University, April 2010
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 4.3. Système de CBIR basé sur des descripteurs mixtes
 Le système développé jusqu’à présent utilise des descripteurs de type SURF. Les vecteurs de features
 sont donc extraits d’une image en niveau de gris. Pourtant il est raisonnable de penser que, dans le
 cadre d’une recherche d’image par similarité, l’information de couleur est importante. L’apport
 original de ce travail de fin d’études a donc été de chercher à améliorer le descripteur SURF en
 incorporant des features caractérisant la distribution de couleur dans le voisinage des points
 d’intérêt détectés. Il s’agit donc de descripteurs mixtes, comprenant à la fois des features SURF et
 des features caractérisant la couleur de la zone d’intérêt. Une vision schématique du système de
 CBIR prenant en compte les couleurs est représentée à la figure 33.
 Figure 33 : CBIR – Descripteurs mixtes

Page 41
                        
                        

Page | 40
 4.3.2. Histogrammes de couleurs dans l’espace RGB
 Aspect théorique
 Une image en couleur peut être codée dans l’espace de couleur RGB (Red, Green, Blue), mis au point
 en 1931 par la Commission Internationale de l'Eclairage (CIE) et qui consiste à représenter l'espace
 des couleurs à partir de trois rayonnements monochromatiques de couleurs :
 rouge (de longueur d'onde égale à 700,0 nm),
 vert (de longueur d'onde égale à 546,1 nm),
 bleu (de longueur d'onde égale à 435,8 nm).
 Ainsi, le modèle RGB propose de coder sur un octet chaque composante de couleur, ce qui
 correspond à 256 intensités de rouge, 256 intensités de vert et 256 intensités de bleu, soient
 16777216 possibilités théoriques de couleurs différentes.
 Etant donné que le codage RGB repose sur trois composantes proposant la même gamme de valeurs,
 on le représente généralement graphiquement par un cube dont chacun des axes correspond à une
 couleur primaire (figure 34).
 Figure 34 : Cube RGB56
 La solution qui a été choisie pour améliorer les descripteurs locaux est d’extraire, pour chaque région
 d’intérêt, une représentation des couleurs sous la forme de trois histogrammes, représentant la
 distribution des intensités des trois couleurs rouge, vert et bleu pour l’ensemble des pixels de la zone
 d’intérêt. En effet, ces histogrammes permettent de représenter de manière pertinente le contenu
 en couleurs d’une région d’intérêt.
 Prenons comme exemple la photographie de la cité étudiante Pierre Houzeau de Lehaie représentée
 à la figure 35. Le petit carré rouge situé au sommet du bâtiment délimite la région d’intérêt analysée.
 Cette région couvre un petit morceau de ciel bleu et une plus large zone constituée de briques rouge-
 brun. Si on analyse l’histogramme correspondant, on retrouve bien ces deux zones distinctes.
 L’abscisse de cet histogramme correspond aux 256 valeurs que peuvent prendre les champs R, G et B
 de chaque pixel. On remarque tout d’abord les 3 larges pics dans la partie gauche de l’histogramme.
 Ces pics, centrés sur R = 90, G = 60, B = 60, représentent la zone brunâtre des briques et de l’échelle
 incendie. On constate en effet que la couleur RGB {90, 60, 60} correspond à un «rouge noirâtre» (voir
 56
 http://www.commentcamarche.net/contents/video/rgb-rvb.php3
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 figure 36). On peut également discerner, à l’extrémité droite de l’histogramme un qu’il existe un
 ensemble de pixels avec une grande intensité de couleur bleue. Il existe également quelques pixels
 avec des valeurs de vert et rouge proche de 220. On peut émettre l’hypothèse que ce groupe de
 pixels correspond au ciel bleu clair, la couleur RGB {220, 220, 255}
 Figure 35 : Histogramme RGB d'une région d'intérêt
 Figure 36 : Couleurs des pics RGB
 Détails sur l’implémentation
 L’implémentation de ce descripteur de couleur a été réalisée avec la librairie open source OpenCV57.
 Celle-ci intègre en effet des fonctions permettant de créer des histogrammes d’une image. Notre
 code source permet d’utiliser ces fonctions sur une région d’intérêt. Chacune des régions d’intérêt de
 l’image sera ainsi représentée par un triple histogramme de couleurs.
 4.3.3. GMM Clustering
 Le but de ce projet est d’étendre le descripteur SURF pour qu’il prenne en compte l’information de
 couleur. Le vecteur de features SURF tel qu’utilisé dans ce travail comporte 64 entrées. Afin de
 pouvoir effectuer des comparaisons valables de notre nouveau descripteur avec le descripteur SURF,
 il a été décidé de conserver cette dimension pour les nouveaux descripteurs mixtes. Il s’agissait donc
 57
 http://opencv.willowgarage.com/wiki/
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 de trouver une représentation très compacte de ces histogrammes. Cette représentation compacte
 est créée en utilisant un modèle de « Gaussian Mixture Model (GMM)». En effet, il semble logique
 que connaitre la moyenne, l’amplitude et la variance de chaque pic présent dans les histogrammes
 de couleur renseignerait de façon relativement précise et compacte sur le contenu en couleur de la
 région d’intérêt. La variance donne une information quant à la « pureté » d’une zone de couleur. En
 effet, un pic rouge très étroit signifie qu’un grand nombre de pixels partagent le même niveau de
 rouge. Si on avait par exemple une zone de couleur parfaitement uniforme, on retrouverait 3 pics
 dans le triple histogramme RGB, correspondant au codage RGB de la couleur en question.
 Aspect théorique
 Les GMM servent à estimer paramétriquement la distribution de variables aléatoires en les
 modélisant comme une somme de plusieurs gaussiennes. Il s'agit alors de déterminer la variance, la
 moyenne et l'amplitude de chaque gaussienne. Ces paramètres sont optimisés selon un critère de
 maximum de vraisemblance (maximum-likelihood) pour approcher le plus possible la distribution
 recherchée. Cette procédure se fait le plus souvent itérativement via l'algorithme espérance-
 maximisation (EM).
 Figure 37 : Modélisation GMM
 Détails sur l’implémentation
 Notre représentation des histogrammes de couleur sous la forme d’un mélange de gaussiennes
 repose sur une implémentation58 réalisée à l’université de Purdue, aux Etats-Unis. Cette
 implémentation permet même d’estimer automatiquement le nombre optimal de clusters.
 Cependant, il a été décidé ici de ne conserver qu’un seul cluster pour chacun des trois histogrammes,
 d’une part afin de permettre une représentation compacte dans le vecteur de features et d’autre
 part pour faciliter les comparaisons entre les histogrammes multi-résolutions. En effet, un point
 faible de la méthode mise au point est qu’elle effectue des comparaisons entre des distributions de
 probabilité (les gaussiennes du GMM) avec une simple mesure de distance euclidienne. Une mesure
 adaptée aux distributions aurait probablement été plus adéquate, par exemple la mesure de
 divergence de Kullback-Leibler59 ou la mesure dite « Earth Mover’s Distance60 » auraient
 58
 CLUSTER: An Unsupervised Algorithm for Modeling Gaussian Mixtures, version 3.6.4, Charles A. Bouman, School of ECE, Purdue University, 2005 59
 http://en.wikipedia.org/wiki/Kullback%E2%80%93Leibler_divergence
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 certainement été plus adaptées. Cependant adopter ces mesures auraient impliqué de
 reprogrammer toute la partie du système effectuant la comparaison des pyramides, or le but était de
 créer un descripteur mixte qui pourrait être utilisé directement pour améliorer les résultats du
 système développé précédemment.
 4.3.4. Création des nouveaux vecteurs
 Les trois histogrammes de couleur sont donc représentés chacun par une gaussienne dont on connaît
 la valeur moyenne et la variance. Il y a donc 6 paramètres à insérer dans le vecteur de features SURF.
 On se rappellera (voir figure 24) que l’algorithme permettant d’extraire le descripteur SURF applique
 une fenêtre gaussienne sur la région d’intérêt afin de diminuer la contribution des points situés les
 plus loin du centre de la région d’intérêt. Il est donc judicieux de remplacer ces features moins
 importants par les 6 paramètres de nos gaussiennes. En pratique, on les substituera aux 6 dernières
 entrées du vecteur de features. Un facteur multiplicatif est également appliqué à chacune de ces
 valeurs. Celui-ci sera ajusté afin d’obtenir une contribution équilibrée des features SURF et des
 features rendant compte de la couleur. L’influence de ce paramètre est discutée dans la section
 relative aux expériences et résultats.
 Une fois ces vecteurs de features créés, ils sont réinjectés dans le pipeline du système de CBIR créé
 auparavant. C'est-à-dire qu’un clustering hiérarchique va être effectué afin de créer le vocabulaire
 visuel, puis les images seront représentées sous la forme d’une pyramide et enfin les mesures de
 similarités entre les différentes images et l’image requête seront calculées à l’aide du pyramid match
 kernel.
 60
 http://en.wikipedia.org/wiki/Earth_mover%27s_distance
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 4.4. Système de Classification basé sur des descripteurs mixtes
 Le système de classification représenté à la figure 38, utilise les descripteurs mixtes qui sont décrits
 dans la section précédente. Le reste du système est en tout point identique au système de
 classification basé uniquement sur les descripteurs SURF. On verra dans la section relative aux
 résultats que ce système voit sa précision améliorée par ces descripteurs plus élaborés, mais au prix
 d’un temps de calcul plus important, notamment au niveau de la représentation des histogrammes
 de couleur sous la forme d’un modèle de mélanges gaussiens.
 Figure 38 : Classification - Descripteurs mixtes
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 5. Résultats
 5.1. Base de données d’images utilisées
 Les expériences ont été menées sur deux bases de données distinctes:
 D’abord sur une sélection de 20 catégories issues de la base de données Caltech10161. Cette
 base de données comprend 101 catégories d’objets, chaque catégorie contenant entre 40 et
 800 images d’environ 300x200 pixels. Les expériences ont été menées sur une base de
 données réduite à 10, puis 20 catégories de 40 images. Dans la suite, ces bases de données
 d’image sont appelées « Caltech10 » et « Caltech20 ».
 Figure 39 : Exemples d'image de la base de données Caltech101 (Airplane, Camera, Dolphin)
 Ensuite sur une base de données d’image représentant des scènes extérieures et intérieures.
 Une base de données de 13 classes de scènes62 est disponible sur le site de l’Université de
 Princeton aux USA, malheureusement la grande majorité des images de ces catégories sont
 en niveaux de gris. Cette base de données n’est donc pas utilisable avec notre système
 utilisant des descripteurs mixtes SURF-couleur. Une nouvelle base de données d’images a
 donc été collectée à l’aide de Google Images63. Cette base de données comprend 10 classes
 de 20 images.
 Figure 40 : Exemples d'images de la base de données collectée (Désert, Forêt, Rue)
 61
 L. Fei-Fei, R. Fergus and P. Perona. Learning generative visual models from few training examples: an incremental Bayesian approach tested on 101 object categories. IEEE. CVPR 2004, Workshop on Generative-Model Based Vision. 2004 62
 13 Scene categories database, http://vision.cs.princeton.edu/Databsets/SceneClass13.rar 63
 http://www.google.be/imghp?hl=fr&tab=wi
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 5.2. Système de classification
 Nous commencerons la description des résultats par la mesure de la précision de la méthode de
 classification mise au point dans le cadre de ce travail de fin d'études. Pour effectuer cette mesure, la
 librairie LIBSVM a été utilisée.
 Le principe de ces expériences est d'appliquer une technique de validation croisée, avec laquelle on
 estime la performance du système en la mesurant sur des exemples n’ayant pas été utilisés en cours
 d’apprentissage: une des images de la base de données (image I), appartenant à une catégorie
 déterminée (catégorie X) est d'abord sélectionnée. Le SVM est ensuite entraîné en mode "one-
 versus-all" (voir paragraphe sur les SVM) sur l'ensemble des images de la catégorie X, à l'exception de
 l'image I. L’image I est ensuite classifiée et la validité de cette classification est vérifiée à l’aide du
 fichier de labels qui indique la vraie catégorie de l’image. Ce processus est répété pour chacune des
 images de la base de données, c’est-à-dire 400 fois pour Caltech10, 800 fois pour Caltech20 et 200
 fois pour la base de données de paysages constituée dans le cadre de ce travail. A la fin de ces
 mesures, on obtient une mesure de précision correspondant au rapport entre le nombre de
 classifications correctes et le nombre total de classifications (correctes et erronées).
 Afin d’estimer l’efficacité des descripteurs mixtes mis au point lors de ce travail, les expériences sont
 répétées sur des représentations d’images utilisant un vocabulaire construit sur différents
 descripteurs locaux:
 1. Vocabulaire construit sur des vecteurs de features SURF classiques avec 64 features par
 vecteur (état de l’art).
 2. Vocabulaire construit sur des vecteurs de features SURF classiques avec 58 features par
 vecteur (les 6 derniers features sont mis à zéro). Cette expérience est réalisée afin de vérifier
 l’hypothèse qui a été faite à la section 4.3.3. Celle-ci suppose qu’amputer le descripteur SURF
 de ses 6 derniers features afin de les remplacer par les paramètres des gaussiennes
 représentant des histogrammes RGB ne modifie que très peu la précision du descripteur.
 3. Vocabulaire construit sur des vecteurs ne comportant que les 6 paramètres de
 l’approximation des histogrammes RGB par des gaussiennes.
 4. Vocabulaire construit sur des vecteurs mixtes, 64 paramètres SURF et les 6 paramètres
 caractérisant les histogrammes RGB.
 Concernant le point 4, rappelons qu’un paramètre de pondération, permettant de définir la
 contribution des histogrammes RGB dans le descripteur a été introduit (voir section 4.3.3.). Celui-ci
 sera ajusté afin d’obtenir une contribution équilibrée des features SURF et des features rendant
 compte de la couleur. Ce paramètre, noté W (pour weight), est un facteur divisif, lorsque W
 augmente, la contribution des couleurs diminue.
 Les résultats de ces expériences sont d’abord présentés sous leur forme brute à la page suivante puis
 ils sont discutés.
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 5.2.2. Résultats
 CALTECH10
 Type d'expérience Type de descripteur W Précision (%)
 1 Descripteur SURF (64 features) / 81,25
 2 Descripteur SURF (58 features) / 81
 3 Hist. params. / 58,5
 4 Descripteur Mixte 1 60
 4 Descripteur Mixte 4 62,25
 4 Descripteur Mixte 32 67,75
 4 Descripteur Mixte 128 75
 4 Descripteur Mixte 256 78,75
 4 Descripteur Mixte 512 80,75
 4 Descripteur Mixte 768 82,25
 4 Descripteur Mixte 1024 81
 4 Descripteur Mixte 2048 78,5
 CALTECH20
 Type d'expérience Type de descripteur W Précision (%)
 1 Descripteur SURF (64 features) / 67,5
 2 Descripteur SURF (58 features) / 67,1
 3 Hist. params / 44,75
 4 Descripteur Mixte 512 71,25
 4 Descripteur Mixte 768 74,12
 4 Descripteur Mixte 1024 68,25
 10 SCENES
 Type d'expérience Type de descripteur W Précision (%)
 1 Descripteur SURF (64 features) / 46,5
 2 Descripteur SURF (58 features) / 46,25
 3 Hist params / 48,5
 4 Descripteur Mixte 32 58
 4 Descripteur Mixte 64 58,5
 4 Descripteur Mixte 96 64
 5 Descripteur Mixte 112 65,5
 4 Descripteur Mixte 128 65,5
 5 Descripteur Mixte 192 64,5
 4 Descripteur Mixte 256 59
 4 Descripteur Mixte 512 54
 4 Descripteur Mixte 768 49
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 5.2.3. Analyse des résultats
 Analysons d’abord les résultats obtenus pour la base de données Caltech10. La précision de la
 méthode développée sur base du descripteur SURF est comparable aux meilleures méthodes
 décrites dans l’état de l’art. Par exemple, Grauman et Darrell64 obtiennent un score de 83 % de
 précision sur une base de données de 8 catégories (contre 10 dans l’expérience réalisée ici)
 comprenant 10 objets avec 5 représentations par objet (ETH-80)65, leur SVM est donc entraîné sur 45
 images (contre 40 ici). Leur méthode est basée sur un descripteur de type SIFT (plus coûteux à
 calculer que SURF) et utilise également le Pyramid Match Kernel.
 On voit également que l’on peut effectivement remplacer les derniers éléments du vecteur de
 features sans perdre de précision (on passe de 81,25 % à 81 %).
 La classification basée sur les seuls paramètres de gaussiennes représentant les histogrammes de
 couleurs est moins efficace (58.5 %) que celle basée sur les descripteurs SURF, cependant ce résultat
 est appréciable, compte tenu du fait que l’on utilise des vecteurs de seulement 6 entrées, ce qui
 permet des comparaisons très rapides.
 Il est également intéressant de remarquer que la précision du descripteur mixte avec W=1 (60 %) est
 comparable à la précision des valeurs obtenues juste avec les paramètres des gaussiennes. Ceci
 s’explique assez simplement lorsque l’on observe les valeurs absolues des entrées des vecteurs de
 features. On voit que les valeurs relatives aux moyennes et variances des gaussiennes varient entre 0
 et 255 (ce qui est logique vu qu’elles représentent les pics d’un histogramme R, G ou B alors que les
 features SURF prennent des valeurs de l’ordre du dixième.
 Il s’agit donc de trouver la valeur optimale de W qui permettra de pondérer la contribution des
 paramètres des gaussiennes et d’améliorer la précision de la méthode. Pour cela un graphique
 reprenant les précisions obtenues pour différentes valeurs est tracé (figure 41). La ligne horizontale
 rouge correspond à la précision obtenue avec le descripteur SURF.
 Figure 41 : Caltech10 - Précision en fonction de W
 64
 64
 K. Grauman and T. Darrell (2005). "The Pyramid Match Kernel: Discriminative Classification with Sets of Image Features". Proc. of IEEE International Conference on Computer Vision 65
 http://www.vision.ethz.ch/projects/categorization
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 Un maximum est visible sur le graphique, il correspond à une valeur de W égale à 768. Cependant ce
 maximum (82.25 %) n’est pas très supérieur à la précision du seul descripteur SURF. Ceci peut
 s’expliquer par le fait qu’il aurait été très difficile de gagner 10 % de précision alors qu’elle était déjà
 de 81 %. On ne peut donc pas encore vraiment affirmer la supériorité du descripteur développé dans
 le cadre de ce travail.
 Afin de mieux vérifier la présence de ce maximum, on observe les résultats sur la base de données
 Caltech20. Les conclusions précédentes restent valables pour cette base de données, mais on a ici
 une précision du descripteur SURF de seulement 67,5 %. On peut voir sur le graphique correspondant
 que le maximum est toujours là, mais cette fois le gain en précision est plus appréciable. La précision
 grimpe jusqu’à 74 %. Cette mesure met en évidence la validité de la méthode mise au point.
 Cependant il faut noter que la construction du descripteur mixte est nettement plus lente que le
 calcul du descripteur SURF. Ce point sera abordé plus loin dans le rapport.
 Figure 42 : Caltech20 - Précision en fonction de W
 Abordons maintenant les résultats relatifs à la base de données constituée dans le cadre de ce
 travail. Rappelons qu’il s’agit de photographies de scènes extérieures (autoroute, désert, plage,…) et
 intérieures (chambre, cuisine). Dans ce cas-ci, le descripteur basé sur les seuls 6 paramètres
 caractérisant les histogrammes de couleur se montre déjà plus performant que le descripteur SURF,
 qui est lui assez loin des résultats enregistrés sur les bases de données représentant des objets. Ce
 résultat paraît assez logique. Le descripteur SURF a plus de mal à caractériser les régions d’intérêt
 présentes dans les scènes naturelles. En effet, en niveaux de gris, les features extraits d’une région
 d’intérêt située sur une plage, sur une autoroute ou dans un désert ne doivent probablement pas
 être très différents. Par contre, le descripteur basé sur les couleurs peut discerner aisément le gris
 d’une autoroute du jaune orangé des dunes. On peut donc s’attendre à ce que le descripteur mixte
 optimal soit trouvé pour une valeur de W plus petite (comme W est un facteur divisif, cela
 correspond à donner un poids plus important aux paramètres décrivant les histogrammes de
 couleur). C’est bien ce qu’on observe sur le graphique de la figure 43, avec un maximum trouvé pour
 une valeur de W égale à 128. Le descripteur mixte permet de passer d’une précision de 46,5 % à une
 précision de 64,5 %. Ceci confirme donc bien l’intérêt du descripteur mixte qui a été conçu dans le
 cadre de ce TFE.
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 Figure 43 : 10 Scenes - Précision en fonction de W
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 5.3. Système de CBIR
 Il est assez difficile d’estimer la qualité d’un système de recherche d’image par l’exemple. Une
 mesure classique de l’efficacité de la méthode de CBIR est de mesurer la précision et le rappel de la
 méthode. Ces mesures sont issues du domaine d’étude de l’information retrieval66 (recherche
 d’information) et se basent sur la notion de document pertinent par rapport à la recherche. Le rappel
 (recall) est défini comme la proportion des documents pertinents parmi l'ensemble de ceux renvoyés
 par le système. Toutefois, dans le cas de la recherche d’image par l’exemple, la notion de document
 pertinent reste très subjective. Certains estimeront que deux images sont semblables lorsqu’elles
 contiennent les mêmes couleurs ou les mêmes formes géométriques. D’autres seront plus sensibles
 aux textures ou simplement au fait que les deux images représentent le même objet. C’est pourquoi
 nous ne présenterons ici que quelques résultats de ces recherches par similarité. Pour des mesures
 plus rigoureuses de la performance du système, il faudra se reporter aux expériences relatives à la
 classification, dont la précision peut être calculée facilement.
 5.3.2. Résultats
 5.3.2.1. Descripteur Surf
 66
 http://en.wikipedia.org/wiki/Precision_and_recall, consulté le 20 août 2010
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 5.3.2.2. Descripteur mixte
 5.3.3. Analyse des résultats
 Les résultats du système de CBIR sont quelque peu décevants. En effet, alors que le descripteur SURF
 et le descripteur mixtes donnaient de très bons résultats sur une tâche de classification, la recherche
 d’image par l’exemple basée sur nos descripteurs est nettement moins satisfaisante. Les images
 retrouvées sur base du descripteur SURF ne présentent apparemment pas de points commun avec
 l’image requête. Le descripteur prenant en compte les couleurs s’en sort un peu mieux, en
 fournissant des images dont les couleurs dominantes correspondent avec l’image requête, mais sa
 performance reste en deçà des résultats espérés.
 Pour essayer d’expliquer ces résultats, rappelons que la notion de similarité d’une image est très
 subjective. La mesure utilisée ici s’appuie sur la comparaison d’histogrammes multi-résolutions de
 mots d’un vocabulaire visuel. Ce vocabulaire visuel a été créé par clustering hiérarchique de vecteurs
 de features représentant la réponse de régions d’intérêt à des ondelettes de Haar. Il est plausible que
 cette représentation de l’image ne corresponde plus du tout à celle que s’en fait un être humain.
 Ainsi deux images peuvent être proches dans cet espace, tout en étant apparemment fort différentes
 du point de vue de l’utilisateur.
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 Un second point à souligner est que la méthode de CBIR n’utilise pas de SVMs, contrairement au
 classificateur. Les SVMs ont la capacité de traiter les problèmes de discrimination non-linéaires en
 transformant l'espace de représentation des données d'entrée en un espace de plus grande
 dimension, dans lequel il est probable qu'il existe un séparateur linéaire. Si les séparations entre les
 différentes classes dans l’espace défini par les représentations des images sous forme de pyramides
 ne sont pas linéaires, alors il est normal qu’une recherche basée sur une méthode de « naive nearest
 neighbor » conduise à des résultats décevants.
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 5.4. Discussion
 Le principal désavantage du descripteur mixte mis au point dans le cadre de ce TFE est qu’il faut plus
 de temps pour le construire. Un des atouts du descripteur SURF était justement cette capacité à être
 calculé très rapidement grâce à l’utilisation d’images intégrales. Notre descripteur mixte améliore
 sensiblement la performance du descripteur SURF sur une tâche de classification, mais cela se fait au
 prix d’une réduction de la vitesse de traitement des images. En effet, dans un but de modularité
 rendant aisées les différentes expérimentations, le programme a été développé sous la forme de
 blocs fonctionnels communiquant par des lectures-écritures sur le disque dur. Ce qui est bien
 évidemment loin d’être optimal. Cette diminution de la vitesse de traitement n’a pas été mesurée
 précisément, mais on estime que le descripteur mixte prend environ deux fois plus de temps à être
 calculé que le descripteur SURF, ce qui correspond à un temps d’environ 1 seconde pour le
 descripteur mixte, contre 500 ms pour le descripteur SURF (sur un Intel Core 2Duo T5750@2Ghz avec
 3Go de mémoire RAM).
 Un autre point faible de la méthode mise au point est qu’elle effectue des comparaisons entre des
 distributions de probabilité avec une simple mesure de distance euclidienne. En effet, la mesure de la
 similarité entre les pyramides SURF est également utilisée pour estimer la similarité des pyramides
 mixtes (pyramides représentant la distribution de mots issus d’un vocabulaire décrivant les
 descripteurs mixtes). En pratique cette approche produit des résultats probants, mais il serait très
 intéressant de voir si une mesure adaptée aux distributions de probabilité augmenterait la précision
 de la méthode. La mesure de divergence de Kullback-Leibler67 ou la mesure dite « Earth Mover’s
 Distance68 » sont de bonnes candidates.
 Enfin, il pourrait être extrêmement intéressant d’explorer la voie ouverte par Lazebnik, Schmid et
 Ponce, qui ont étendu le pyramid match kernel au concept de spatial pyramid matching69. Cette
 technique fonctionne en divisant l’image en sous-régions de plus en plus petites, puis en calculant
 des histogrammes des features locaux appartenant à chaque région. Dans l’article décrivant cette
 méthode, les auteurs précisent qu’il serait théoriquement possible d’intégrer directement
 l’information spatiale dans le pyramid match kernel en traitant cette information comme deux
 dimensions supplémentaires dans l’espace des features. Cette approche est assez comparable au
 travail réalisé dans le cadre de ce TFE, où le descripteur mixte est créé en remplaçant une partie des
 features SURF par des features rendant compte de la distribution des couleurs dans la zone d’intérêt.
 Il serait donc théoriquement possible de créer des descripteurs qui comprendraient à la fois des
 features SURF et les features de couleur, mais également l’information spatiale.
 67
 http://en.wikipedia.org/wiki/Kullback%E2%80%93Leibler_divergence, consulté le 14 août 2010 68
 http://en.wikipedia.org/wiki/Earth_mover%27s_distance, consulté le 14 août 2010 69
 Beyond Bags of Features: Spatial Pyramid Matching for Recognizing Natural Scene Categories, Lazebnik, Schmid, Ponce, 2006.
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 6. Conclusion
 L’objectif de ce travail de fin d’études était d’exploiter la méthode de représentation d’images sous la
 forme d’un vocabulaire visuel afin de créer un système de classification d’images et de recherche par
 l’exemple. Dans ce cadre, un nouveau descripteur de points d’intérêt a été développé sur base d’un
 descripteur existant (SURF). Contrairement au descripteur SURF qui travaille sur des images en
 niveaux de gris, le descripteur mixte mis au point intègre de l’information rendant compte de la
 distribution des couleurs dans la région d’intérêt. Ce nouveau descripteur a ensuite été intégré dans
 un système complet de représentation et de comparaison d’images utilisant les techniques du
 pyramid match kernel et de l’apprentissage supervisé (SVM). La solution ainsi développée donne
 d’excellents résultats sur une tâche de classification. Les expériences réalisées sur différentes bases
 de données d’images ont permis de mettre en évidence un gain appréciable en précision par rapport
 au descripteur SURF. Ce gain en précision entraîne toutefois une diminution de la vitesse de
 traitement des images.
 Une des principales difficultés rencontrées lors de ce travail de fin d’études a été le nombre et la
 complexité des techniques abordées. En effet, avant de créer un nouveau descripteur amélioré, il a
 été nécessaire de réaliser une étude poussée des descripteurs existants. Les recherches dans ce
 domaine étant nombreuses et variées, il n’a pas été simple de choisir quelle voie explorer parmi la
 multitude d’approches envisageables. Notons par ailleurs la complexité de l’implémentation des
 systèmes de classification et de recherche par l’exemple. Cette implémentation repose en effet sur
 de nombreuses librairies (LIBSVM, LIBPMK, OpenCV,…) qu’il a fallu apprendre à maîtriser.
 Finalement, ce travail de fin d’études s’est révélé être une excellente illustration de bon nombre de
 concepts théoriques (ondelettes, clustering hiérarchique et K-means, GMM, SVMs,…) vus aux
 différents cours, et employés ici dans une réalisation concrète.
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